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چͯیده

تاثیرگذار ترین و مهمترین از اند، داشته مختلف زمینه های در قابل توجه͡ پیشرفت های عمیق عصبی شبͯه های
توانایی همچنین و خطا، در مقاومت بالا، سرعت دلیل به ها شبͯه این است. پزشͯ͡ حوزه پیشرفت ها،
پزشͯان دستیاری در ارزشمندی های ابزار به قطع͡ یا خستگ͡ بدون شبانه روز در مداوم طور به ده͡ خدمت
است. ماموگراف͡ تصاویر تفسیر پزشͯ͡، علوم حوزه در مسائل چالش برانگیز ترین از یͯ͡ شده اند. تبدیل
سینه عادی های بافت از برخ͡ با جراحات بافت تشابه سینه، بافت بالای تنوع تصاویر، بودن بعدی دو
امر این در پیش رو های چالش جمله از اطراف های بافت از جراحت بافت تشخیص دشواری همچنین و
جزییات همراه به متنوع و فراوان های داده نیازمند کار این برای مصنوع͡ هوش های مدل آموزش هستند.
تا هستیم زیادی متخصصین نیازمند مهم این برای است. زمان بر و هزینه بر بسیار امری که است تفسیرشان
محال تقریبا امری داده ها تعداد به توجه با که کنند تهیه مدل ها آموزش برای را ماموگراف͡ تصاویر تفاسیر
مخازن و تفسیر بدون بزرگ داده مخازن از اطلاعات ادغام آیا که ͡ کنیم م بررس͡ پروژه این در است.
برای جدید لوله خط یͬ همچنین بͲذارد. مثبت͡ تاثیر ها مدل عملͯرد در ͡ تواند م تفسیر با کوچͬ داده
نیمه یادگیری مختلف های روش و ها داده این از استفاده و اتوماتیͬ بصورت تفسیر بدون های داده تفسیر
عکس در جراحت نواح͡ تشخیص کار انجام برای تفسیر بدون حجیم های داده کردن اهرم برای نظارت͡
نوین شیوه یͬ و لوله خط از آمده بدست تفاسیر ترکیب با ͡ دهیم م نشان نهایت در است. ماموگراف͡ های
در ͡ شود. م منجر پایه خط به نسبت درصدی ۴ تقریبا بهبود به گاه پیͯسل‐آ صورت به آنها از استفاده در
͡ شوند. م بررس͡ نیز ما نوین شیوه به پیشین مطالعات در مطرح های مدل انتطباق شیوه همچنین پروژه این

بندی قطعه ماموگراف͡، تصاویر پردازش پزشͯ͡، تصاویر پردازش نظارت͡، نیمه یادگیری کلیدواژه ها:
پزشͯ͡ تصاویر بندی قطعه تصاویر،

اول
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١ فصل

مقدمه
در یافته اند. دست بالایی عملͯرد به حوزه ها از بسیاری در اخیر سال های در عمیق عصبی شبͯه های
در ماشین ها انسان ها، برخلاف است. یافته گسترش پزشͯ͡ مانند حیات͡ حوزه های به آنها از استفاده نتیجه،
قرار خستگ͡ یا روان͡ حالت تأثیر تحت و هستند پایدار خود تصمیم گیری های در هستند، سریع محاسبات
را تشخیص زمان ͡ توانند م آنها ͡ کند. م مناسب پزشͯان به کمͬ برای را ماشین ها ͡ ها، ویژگ این ͡ گیرند. نم
کنند جدا را اضطراری موارد کنند، اولویت بندی را بیماران کنند، آسان را دقیق اندازه گیری های دهند، کاهش
است. پزشͯ͡ علوم در حوزه ها چالش برانگیزترین از یͯ͡ ماموگرام ها تفسیر . بͯاهند پزشͯ͡ های خطا از و
دوبعدی تصاویر ماموگرام ها است. آنها خطرات تعیین و سینه در جراحات همه شناسایی به نیاز کار این
جراحات یافتن در سردرگم͡ باعث است ممͯن فضا در آنها تداخل که هستند سه بعدی ساختار یͬ از
نظر در جراحت عنوان به سینه یͬ در که چیزی است. سینه طبیع͡ بافت گسترده تنوع دیͲر، چالش شود.
برخ͡ تشخیص این، بر علاوه شود. تلق͡ طبیع͡ بافت عنوان به دیͲر سینه در است ممͯن ͡ شود، م گرفته
قطعه برای مصنوع͡ هوش مدل یͬ حوزه، این در است. دشوار بسیار اطراف طبیع͡ بافت از جراحات از

بͯاهد. هایشان خطا از و کند کمͬ تازه کار رادیولوژیست های به ͡ تواند م ماموگرام ها در جراحات بندی
زیاد تعدد با بیمارستان ها خصوص͡ مجموعه داده های برچسب، با ماموگرام مجموعه داده چند وجود با
بیمارستان ها تصاویر اگرچه ͡ آورد. م ارمغان به مصنوع͡ هوش های مدل توسعه برای خوبی فرصت تصاویر
تقریبی مͯان و تعداد نوع، که دارد وجود تخصص͡ گزارش تصویر هر برای اما نشده اند، برچسب گذاری دقیقاً
مدل های آموزش بر مطالعات از بسیاری اخیر سال های در حال، این با است. داده جای خود در را جراحات
مجموعه داده یͬ با همراه برچسب گذاری شده دقیق و کوچͬ مجموعه داده یͬ از استفاده با مصنوع͡ هوش
هزینه با تعمیم پذیری و عملͯرد به دستیابی برای برچسب گذاری شده نادرست یا برچسب بدون یا و بزرگ

شده اند. متمرکز کم

١



به آنها ارتباط و ͡ پردازیم م پژوهش این در شده استفاده اولیه در  ادامه  به  صورت  مختصری  بر  مفاهیم 
͡ دهیم. م بسط را یͯدیͲر

اولیه مفاهیم ١ ‐ ١
ماموگرم ١ ‐ ١ ‐ ١

͡ پردازیم. م پژوهش این در استفاده مورد مفاهیم و اصطلاحات از تعدادی توضیح و شرح به بخش این در
ماموگراف͡

بافت های از تصاویر تهیه برای ایͯس اشعه از که است پزشͯ͡ تصویربرداری روش یͬ ماموگراف͡
تشخیص برای ͡ شوند، م شناخته ماموگراف͡ تصاویر عنوان به که تصاویر، این ͡ کند. م استفاده سینه داخل͡
کار به سینه بافت ناهنجاری های دیͲر و توده ها کیست ها، سینه، سرطان مانند سینه بیماری های ارزیابی و

͡ روند. م
ماموگرم

کامل دیجیتال ماموگراف͡ تصاویر ͡ شود. م نامیده ماموگرم ماموگراف͡، فرایند از آمده بدست تصویر
از ماموگراف͡ نوع این ͡ کنند. م استفاده تصاویر ذخیره و ثبت برای دیجیتال تکنولوژی از ١(FFDM)
وضوح و بالاتر کیفیت با تصاویر دریافت به که ͡ کند، م استفاده سنت͡ فیلم های جای به دیجیتال سنسورهای
͡ توانند م و هستند دقیق تر بررس͡ و بزرگ نمایی قابل راحت͡ به دیجیتال تصاویر ͡ شود. م منجر بیشتر
و کوچͬ تغییرات تا ͡ دهد م اجازه پزشͯان به امر این شوند. ذخیره و منتقل کامپیوترها به سرعت به
مشاهده قابل ١ ‐ ٢ تصویر در عکس این نمونه کنند. شناسایی بیشتری دقت با را ریز ناهنجاری های
استفاده تصاویر ثبت برای نور به حساس فیلم های از ٢(SFM) فیلم‐صفحه ماموگراف͡ مقابل، در است.
این در نباشد. دیجیتال تصاویر اندازه به است ممͯن تصاویر کیفیت و است ͡ تر سنت روش این ͡ کند. م
سخت͡ نظیر مشͯلات͡ به ͡ تواند م این و ͡ شوند م ذخیره فیزیͯ͡ فیلم های روی بر تصاویر ماموگراف͡، نوع
͡ تواند م که دارند پردازش و توسعه به نیاز فیلم ها همچنین، شود. منجر تصاویر انتقال و ذخیره سازی در

است. مشاهده قابل ١ ‐ ١ تصویر در عکس این نمونه باشد. زمان بر
نما

1. Full-Field Digital Mammography
2. Screen Film Mammography
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[١] FFDM تصویر از نمونه یͬ :١ ‐ ٢ شͯل [١]  SFM تصویر از نمونه یͬ :١ ‐ ١ شͯل

م˱دیولاترال و ٣(CC) کرانیوکودال دارد: وجود سینه از بیشتر جزئیات ثبت برای نما دو کل͡، طور به
واقع، در ͡ شوند. م گرفته سینه چپ نمای از MLO تصاویر و بالا نمای از CC تصاویر .۴(MLO) اُبلیͬ
با سینه مختلف بخش های که ͡ شود م باعث نما دو این از استفاده هستند. هم بر عمود تقریبا نما دو این
͡ توانید م ۴ ‐ ١ و ١ ‐ ٣ تصاویر در یابد. افزایش زودهنگام تشخیص احتمال و شوند دیده بیشتری وضوح

ببینید. را نما دو این
سینه بافت

تغییر a, b, c, d دسته های به سینه ترکیب تقسیم بندی ،(BI-RADS) بی آی‐رʴدز ٢٠١٣ ویرایش در
است: همراه توصیف͡ با کدام هر و است کرده

است. بالا بسیار حالت این در ماموگراف͡ حساسیت هستند. چرب کامل به طور تقریباً a
توسط ایͯس اشعه تضعیف درجه تراکم اصطلاح دارد. وجود فیبروغده ای تراکم از پراکنده ای نواح͡ b

نیست. مجزا ماموگراف͡ بافت های معنای به اما ͡ کند، م توصیف را سینه بافت
در نواح͡ برخ͡ کند. پنهان را کوچͬ توده های است ممͯن که است متراکم ناهمͲون͡ طور به سینه c

3. Craniocaudal
4. Mediolateral Oblique
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[١] CC تصویر از نمونه یͬ :۴ ‐ ١ شͯل [١]  MLO تصویر از نمونه یͬ :١ ‐ ٣ شͯل

کنند. پنهان را کوچͬ توده های که هستند متراکم کاف͡ اندازه به سینه ها
͡ دهد. م کاهش را ماموگراف͡ حساسیت که هستند متراکم بسیار سینه ها d

͡ کنید. م مشاهده را بافت͡ تنوع این از ماموگرام͡ ۵ ‐ ١ تصویر در
سینه بافت درون که هستند سرطان͡ های توده همان جراحات های توده عمدتا پژوهش این در جراحت:
این در ول͡ باشند، غیره و ها اماس یا ها کیست است ممͯن جراحات این از برخ͡ هرچند دارند. قرار
و شرح که دارند وجود سرطان از متفاوت͡ های بافت هستند. سرطان͡ غدد جراحات از ما منظور پژوهش
مورد مفاهیم و اصطلاحات به خلاصه طول به اینجا در است. خارج پژوهش این حوصله از آنها تفصیل
هر که دارند وجود BI-RAD از محتلف͡ انواع غدد توصیف برای ابتدا ͡ پردازیم. م زمینه این در استفاده

͡ باشند: م دارا را خود خاص معنای کدام

تصمیم گیری برای ͡ تر قدیم اطلاعات یا بیشتر برداری تصویر به نیاز ناقص، ارزیابی :BI-RADS 0 •

نهایی.
است. نشده مشاهده ناهنجاری هیچ گونه منف͡، :BI-RADS 1 •

پیͲیری به نیاز که است شده مشاهده خوش خیم ناهنجاری های خوش خیم، یافته های :BI-RADS 2 •

ندارند. خاص͡
۴



[١] ͡ کنید م مشاهده را سینه مختلف های بافت از ماموگرم یͬ بالا شͯل در :۵ ‐ ١ شͯل

به نیاز اما هستند، خوش خیم بالا احتمال با که ناهنجاری هایی خوش خیم، احتمالا˔ :BI-RADS 3 •

ماهه). شش (معمولا˔ دارند کوتاه مدت پیͲیری
دارند. بافت برداری ۵ به نیاز که ناهنجاری هایی مشͯوک، ناهنجاری :BI-RADS 4 •

و (٩۵% از (بیش دارند بدخیم͡ بالایی احتمال که ناهنجاری هایی بدخیم، احتمالا˔ :BI-RADS 5 •

دارند. فوری اقدام به نیاز
شده اند. تأیید سرطان عنوان به که ناهنجاری هایی شده، اثبات سرطان :BI-RADS 6 •

دانستن پزشͯان برای که دارند مختلف͡ های شͯل همراه به مختلف͡ انواع نیز جراحات غدد های بافت
کلسیم بافت موجود های بافت بین از که ͡ کنیم م اشاره نکته این به تنها پژوهش، این در اما ضروریست. آنها
شͯل و سینه غدد و سینه بافت انواع برای بیشتر مطالعات برای نیست. ما بررس͡ مورد های بافت از دار

کنید. مراجعه [١] به ͡ توانید م آنها نوع و آنها
دقت ͡ کند. م بیان را دکتر نظر که ماموگرام هر برای دکتر ها توسط شده نوشته متون از مجموعه ای گزارش:
صفت دیͲر و قد و وزن و بیمار سوابق مانند بیمار از بسیاری های ویژگ͡ است ممͯن گزارش درون که کنید

5. Biopsie
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دکتر گزارش از نمونه یͬ :١ ‐ ٧ شͯل
یͬ در را مدل خروج͡ عکس این :۶ ‐ ١ شͯل

͡ دهد. م نشان تحلیل سیستم

همچنین و شده داده تشخیص غده نوع است اهمیت حائز ما برای آنچه اما باشد. گرفته قرار بیمار های
پزشͬ زیرا است متفاوت برچسب با این که کنید دقت ͡ نویسد. م دکتر که است غده تقریبی مͯان و تعداد
که ͡ کند م بیان پزشͬ تقریبی طور به کاغذ روی بر تنها بلͯه ͡ کند نم مشخص را غده محل عکس روی بر
١ ‐ ٧ تصویر در دارد. تعلق سینه بالا/پایین) (بیرون͡/داخل͡ اصل͡ منطقه چهار از یͬ کدام به جراحت
۶ ‐ ١ در داده گزارش غده عنوان به ما مدل که مͯان͡ همراه به را دیتا داخل گزارش از نمونه یͬ ͡ توانید م

کنید. مشاهده

ماشین یادگیری مفاهیم ١ ‐ ١ ‐ ٢
مانند گوناگون اشͯال به ͡ توانند م ها داده است. ماشین یادگیری رکن مهمترین Data همان یا داده داده:
مورد های داده پژوهیش این در که بͲیرید نظر در البته باشند. جدول͡ های داده یا و ویدئو و عکس و صوت

است. دوبعدی عکس های بررس͡
برچسب این ͡ شوند. م اضافه خام های داده بر که است داده از بخش͡ Label/Mask یا برچسب برچسب:
گوناگون وظایف با مرتبط موارد اقسام و انواع یا و آنها بندی قطعه یا ها داده دسته بندی شامل ͡ توانند م ها

باشند. شده داده ترتیب مدل
الͲوریتم با مصنوع͡ هوش بر مبتن͡ مدل یͬ آن ط͡ که است فرایندی Training همان یا آموزش آموزش:

͡ یابد. م آموزش سازی بهینه متفاوت های
اطلاق یادگیری از نوع͡ به Supervised Learning همان یا شده نظارت یادگیری شده: نظارت یادگیری

باشند. داشته برچسب آموزش زمان در استفاده مورد های داده تمام͡ که ͡ شود م
یادگیری از نوع͡ به Semi-Supervised Learning همان یا شده نظارت یادگیری نظارت͡: نیمه یادگیری

باشند. برچسب بدون دیͲر بخش͡ و داشته برچسب های داده از بخش͡ که ͡ شود م اطلاق
شود اطلاق خود آگاه یادگیری آن به است ممͯن بعضا که نظارت بدون یادگیری نظارت: بدون یادگیری

۶



شبͯه یͬ از شده استخراج ها ویژگ͡ تصویر این در :١ ‐ ٩ شͯل
. [٣] ͡ دهد م نشان را تصویر دسته تشخیص برای عصبی

همراه به که عصبی شبͯه یͬ :١ ‐ ٨ شͯل
. [٢] اند شده داده نشان شبͯه های وزن

یادگیری این به هستند. برچسب بدون آموزش طول در ها داده تمام͡ آن در که است یادگیری از نوع͡
͡ شود. م گفته نیز (Self-Supervised / Unsupervised Learning)

هستند. آموزش فرایند مهم اجزای از یͯ͡ ها Loss function یا (خطا/زیان) هزینه توابع هزینه: توابع
بصورت که باشند مدل خروج͡ با ما نظر مد خروج͡ تفاوت میزان بیانگر ͡ توانند م توابع این حقیقت در
یا (Regularization Loss) سازی تنظیم برای ͡ توانند م توابع این هستند. استفاده قابل مختلف͡ های

روند. بͯار (Consistency Loss/Regularization) سازگارسازی
فرآیند یͬ از محاسبات͡ یا ریاض͡ نمایش یͬ به ماشین، یادگیری زمینه در یادگیری، مدل یادگیری: مدل
مدل یͬ اساساً ͡ گیرند. م یاد آن به داده ها از ماشین یادگیری الͲوریتم های که دارد اشاره پدیده یا واقع͡
داده ها از را الͲوها باید الͲوریتم چͲونه ͡ کند م مشخص که است بندی طرح یا چارچوب یͬ یادگیری،

کند. استفاده تصمیم گیری یا پیش بین͡ برای آنها از کل͡ طور به و کند تفسیر
را آنها یادگیری الͲوریتم که ͡ شود م اطلاق پارامترهایی به مدل وزن های ماشین، یادگیری در مدل: وزن های
هستند عددی مقادیر وزن ها این بسازد. آموزش داده های به را مدل تا ͡ کند م تنظیم آموزش فرآیند طول در
آنها ͡ باشند. م خط͡ مدل های در ضرایب یا عصبی شبͯه های در نورون ها بین ارتباط قدرت نمایانگر که
͡ توانید م ١ ‐ ٨ شͯل در ͡ کنند. م تعریف را شده پیش بین͡ خروج͡ و ورودی ͡ های ویژگ بین ریاض͡ رابطه

کنید. مشاهده را ها وزن همراه به ساده مدل از نمونه یͬ
تفکیͬ و استخراج قابل خصوصیت های معنای به (Feature) ویژگ͡ ماشین، یادگیری مفهوم در ویژگ͡:
یا عددی صورت به معمولا˔ ͡ ها ویژگ این ͡ شود. م استفاده آنها نمایش یا توصیف برای که است داده ها از

کنید. مشاهده آنرا نمونه یͬ ͡ توانید م ١ ‐ ٩ شͯل در ͡ شوند م مشخص دسته ای
مدل آموزش فرآیند در که است ابزاری است. های داده یادگیری برای Optimizer یا ساز بهینه ساز: بهینه
کمینه با که است این بهینه سازها اصل͡ هدف کند. بهینه را مدل پارامترهای یا وزن ها مقدار تا ͡ رود م کار به

برسانند. ممͯن حالت بهترین به را مدل شود، همͲرا آن به باید مدل که هدف͡ تابع یا هزینه تابع کردن
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داده های تمام با مدل آن در که دارد اشاره مدل آموزش فرآیند از مرحله ای به Epoch همان یا دوره دوره:
͡ شود. م داده آموزش یͯبار خود آموزش͡

فرآیند وارد همزمان صورت به که دارد اشاره داده ها از مجموعه ای به Batch همان یا بسته داده: های بسته
͡ شود. م گفته فارس͡ در نیز بچ آن به ͡ شوند. م مدل آموزش

قطعه بندی ١ ‐ ١ ‐ ٣
͡ شود. م انجام شͯل دو به کل͡ طور به که است تصاویر بندی قطعه ماشین بینایی حوزه وظایف از یͯ͡
دسته اساس بر تصویر یͬ در پیͯسل هر معنایی، قطعه بندی در .٧ موردی بندی قطعه و معنایی۶ بندی قطعه

از: عبارتند کلیدی نکات ͡ شود. م طبقه بندی خود کلاس یا

͡ شوند. م گرفته نظر در موجودیت یͬ عنوان به دسته یͬ در اشیاء تمام دسته: بر مبتن͡ قطعه بندی •

برچسب گذاری خودرو عنوان به خودرو پیͯسل های همه خودرو، چندین با تصویر یͬ در مثال، برای
شوند. قائل مختلف خودروهای بین تفاوت͡ اینکه بدون ͡ شوند م

تعلق آن به که دسته ای به مربوط برچسب یͬ تصویر در پیͯسل هر پیͯسل: سطح برچسب گذاری •

͡ کند. م دریافت دارد
͡ شود، م استفاده است مهم تصویر محتوای از کل͡ درک که کاربردهایی در معمولا˔ استفاده: موارد •

(شناسایی پزشͯ͡ تصویربرداری و درختان)، آسمان، جاده، (برای خودکار رانندگ͡ صحنه، فهم مانند
بافت ها). مختلف انواع

بین بلͯه ͡ کند، م قطعه بندی را پیͯسل هر تنها نه و ͡ گذارد م فراتر گام͡ موردی قطعه بندی مقابل، در
از: عبارتند کلیدی نکات ͡ شود. م قائل تمایز نیز کلاس یͬ از مختلف نمونه های

͡ شوند. م گرفته نظر در جداگانه طور به دسته یͬ از مختلف نمونه های نمونه: بر مبتن͡ قطعه بندی •

برچسب های خودرو هر برای و ͡ شود م شناسایی مجزا طور به تصویر یͬ در خودرو هر مثال، برای
͡ شود. م داده اختصاص جداگانه ای

شناسایی ͡ کند، م فراهم را اشیاء دقیق تر تفکیͬ و شناسایی امͯان روش این اشیاء: دقیق شناسایی •

منحصربه فرد. واحد یͬ عنوان به ش͡ء هر
6. Semantic Segmentation
7. Instance Segmentation
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͡ شود، م برچسب گذاری پیͯسل هر معنایی، تقسیم بندی مانند نمونه: و پیͯسل سطح برچسب گذاری •

͡ شوند. م گروه بندی منفرد اشیاء اساس بر پیͯسل ها آن، بر علاوه اما
مانند است، مفید دارند اشیاء مͯان یابی و دقیق شناسایی به نیاز که کاربردهایی در استفاده: موارد •

اشیاء روی بر دیجیتال اطلاعات کردن (اضافه افزوده واقعیت منفرد)، اشیاء (دستکاری رباتیͬ
مختلف). ناهنجاری های یا ضایعات (شناسایی پیشرفته پزشͯ͡ تصویربرداری و خاص)،

و موردی قطعه بندی راست سمت در .[۴] موردی و معنایی های قطعه بندی از هرکدام از نمونه ای :١ ‐ ١٠ شͯل
است. گرفته انجام معنایی قطعه بندی چپ سمت در

مساله تعریف ١ ‐ ٢
برچسب بدون های داده زیادی تعداد و شده گذاری برچسب داده های کمͬ با تا داریم قصد پژوهش این در
در جراحات نواح͡ تشخیص در پزشͯان به کمͬ برای یافته بهبود مدل یͬ به پزشͯان گزارش همراه به
(برای هایشان  برچسب همراه به ماموگرم X-ray تصاویر مساله، ورودی دست یابیم. ماموگراف͡ تصاویر
نوشته شده گزارش همچنین و برچسب بدون داده های زیادی تعداد دارند.) وجود که هایی داده دسته آن
خروج͡ که میبیند آموزش ها ورودی این با مدل͡ و ͡ شود م ما  خط لوله وارد ها ورودی این است. پزشͯان
قطعه بندی در دکترها به تست زمان در ͡ تواند م مدل این ادامه در ورودیست. X-ray تصاویر قطعه بندی آن

کند. کمͬ هدف داده های در جراحات محل دادن نشان و تصاویر

پژوهش اهداف ١ ‐ ٣
مجموعه یͬ برای پزشͯ͡ گزارش های اطلاعات از استفاده آیا که کنیم ارزیابی داریم قصد مطالعه، این در
عملͯرد بهبود به منجر ͡ تواند م شده برچسب گذاری کوچͬ داده مجموعه های کنار در بزرگ خصوص͡ داده
آن ها، مرتبط تخصص͡ گزارش های و خصوص͡ تصاویر از تا کرده ایم معرف͡ یͬ خط لوله ابتدا شود. مدل
آوریم. دست به ماموگرام ها در آسیب شناسایی وظیفه انجام برای نادقیق برچسب با بزرگ داده مجموعه یͬ
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مصنوع͡ هوش مدل های آموزش در نادقیق برچسب های از استفاده برای را مختلف روش چندین سپس
داده آموزش دقیق کوچͬ داده مجموعه یͬ از استفاده با تنها مدل که زمان͡ با را نتایج و کرده ایم ارزیابی

دارد. همراه به را زیر های دستاورد نهایت پژوهش این کرده ایم. مقایسه است، شده

به نیاز بدون آسیب شناسایی منظور به ماموگرام ها برچسب گذاری برای نوین خط لوله یͬ معرف͡ •

اولیه. آموزش های داده در برچسب وجود
مجموعه های از استفاده برای مختلف راه حل های اثربخش͡ ارزیابی برای جامع تلاش یͬ مطالعه این •

است. ماموگرام ها در جراحت قطعه بندی در نادقیق برچسب گذاری با داده

موضوع اهمیت ۴ ‐ ١
داده مجموعه یͬ حوزه ای، چنین در است. پزشͯ͡ علوم در بزرگ چالش های از یͯ͡ ماموگرام ها تفسیر
برچسب، با ماموگرام داده مجموعه چندین وجود با است. ضروری کلیت به دستیابی برای متنوع و بزرگ
تصاویر اگرچه دارد. وجود بیمارستان ها خصوص͡ داده های مجموعه در ها مدل بهتر آموزش برای فرصت͡
که دارد وجود تصویر هر برای تخصص͡ گزارش اما نشده اند، برچسب گذاری دقیق طور به بیمارستان ها
مناسب داده مجموعه یͬ حال، این با ͡ دهد. م نشان را در سینه آسیب ها تقریبی موقعیت و تعداد نوع،
و هزینه بر زمان بر، بسیار که است پیͯسل سطح در دقیق برچسب گذاری نیازمند آسیب ها شناسایی برای
مدل های آموزش روی بر مطالعات از بسیاری اخیر سال های در حال، این با است. تخصص͡ دانش نیازمند
با یا برچسب بدون بزرگ داده مجموعه یͬ با همراه دقیق کوچͬ داده مجموعه یͬ با مصنوع͡ هوش

بخشند. بهبود کمتر هزینه با را کلیت و عملͯرد تا کرده اند تمرکز نادقیق برچسب گذاری

چالش ها ۵ ‐ ١
بعدی فصول در سپس و ͡ شماریم برم را آن ها که برخوردیم ها چالش و مشͯلات برخ͡ به پژوهش این در

͡ یابیم. م دست  آنها بر آمدن فائق برای نوین شیوه ای به خویش راه حل اراءه با

شده گذاری برچسب کاملا داده مخزن به دستیابی برای ما توانایی برچسب بدون دادگان حجم کثرت •

و متخصص فرد یͬ نیازمند ها داده این زدن برچسب اینکه به توجه با ͡ سازد. م ممͯن غیر عملا را
بنابراین ͡ کند. م افزوده زدن برچسب فرایند سخت͡ و پیچیدگ͡ بر خودش مساله این است تجربه با

͡ کرد. م غلبه مشͯل این بر مشخص روش یͬ از استفاده یا ارائه با باید ما حل راه
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به ما و ۴٠٩۶ × ۴٠٩۶ دارند بزرگ͡ ابعاد ها ماموگرم تصاویر که است این پیش رو مسائل دیͲر از •

باید بنابراین نیستیم. دارا را ورودی بزرگ حجم این با مدل یͬ آموزش برای کاف͡ محاسبات͡ توان
تصاویر از حاصل کیفیت و دقت تا ͡ شود م موجب مساله این اما کنیم، کار ابعاد از کمتری حجم با
اجماع͡ مدل روش پژوهش این در (که روش͡ یͯ͡ باید بنابراین بدهیم. دست از را بالا رزلوشن با
ابعاد با حال عین در هم ببرد بهره بالا رزلوشن با تصاویر مزیت از هم که بریم بͯار ͡ شود) م پیشنهاد

نکند. نرم پنجه و دست بالا
توان به توجه با دادگان آموزش برای نیاز مورد فضای همچنان ،۵١٢ به تصاویر ابعاد کاهش وجود با •

بچ حجم و ها ایپاک تعداد مانند آموزش های فاکتور از بعض͡ بین باید بنابراین بالاست. ما پردازش͡
چالش از یͯ͡ رسید پایدار آموزش یͬ به بتوان که حالت͡ آوردن بدست و بͲیرد صورت مصالحه ها

͡ باشد. م پژوهش این در ما مهم های
انتقال پیͯسل͡ دانش͡ سطج به پزشͯان گزارش داخل اطلاعات پژوهش این در اینکه به توجه با •

است مهم͡ مسائل از یͯ͡ نظارت͡ نیمه یادگیری برای قبل های روش پذیری تطابق و تعمیم ͡ یابند، م
روش از متفاوت͡ انواع بتواند باید ما روش گیرد. قرار تواجه مورد ما نوین شیوه ارائه زمان در باید که

دهد. تطبیق خودش به سادگ͡ به را نظارت͡ نیمه های

نامه پایان ساختار ۶ ‐ ١
مقدمه اول: فصل •

͡ شوند، م بررس͡ پایان نامه در که موضوعات͡ مورد در بحث به که است مقدمه ای شامل فصل این
داده توضیح آن در استفاده مورد مفاهیم و معرف͡ بررس͡ مورد مسئله بخش، این در ͡ پردازد. م
موجود ها چالش و موضوع اهمیت به ادامه در و ͡ شود م داده شرح پروژهش اهداف سپس ͡ شوند. م
جریان با راحت͡ به بتواند خواننده تا ͡ شود م معرف͡ نیز پایان نامه کل͡ ساختار همچنین، ͡ پردازیم. م

شود. آشنا مطالب کل͡
پیشین کارهای دوم: فصل •

مناسبی علم͡ زمینه تا ͡ شود م پرداخته مرتبط حوزه های در تحقیق پیشینه بررس͡ به فصل این در
آید. فراهم مطالب بهتر درک برای

پیشنهادی روش سوم: فصل •
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استفاده با آمده بدست نتایج است. شده داده پیشنهادی روش اجرای برای پیͯربندی فصل، این در
فصل این ͡ شوند. م تحلیل آن از پس و شده بررس͡ پیشنهادی روش همچنین و سابق روش های از

͡ پردازد. م شده استفاده داده های و ابزارها روش ها، اجرای و پیاده سازی جزئیات تشریح به
پرداخته آنها نتایج و ها سازی شبیه سازی پیاده جزییات به فصل این در تجربی نتایج چهارم: فصل •

و مزایا تا ͡ شوند م مقایسه قبل͡ روش های با و ارائه آمده دست به تجربی نتایج همچنین، ͡ شود. م
گردد. مشخص پیشنهادی روش معایب

پیشنهادات و جمع بندی پنجم: فصل •

کارهای برای پیشنهادهایی ارائه و پایان نامه این در شده انجام کارهای جمع بندی به فصل این
این در ͡ پردازد. م شبه نظارت͡ یادگیری از استفاده با ماموگراف͡ تصاویر قطعه بندی حوزه ی در آت͡
پیشنهادات͡ سپس و ͡ گیرند م قرار بررس͡ مورد خلاصه طور به پایان نامه این اصل͡ یافته های بخش،
و روش ها بهبود و توسعه منظور به پیشنهادات این ͡ شوند. م ارائه حوزه این در آینده کارهای برای

شده اند. ارائه مربوطه الͲوریتم های
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٢ فصل

پیشین کارهای

نظارت͡ نیمه های روش ٢ ‐ ١
بزرگ͡ گروه های از بهره برداری هدف به که است ماشین یادگیری نوع یͬ : (SSL) نیمه نظارت͡ یادگیری
بالاتر عملͯرد به دستیابی برای شده برچسب گذاری داده مجموعه های با همراه برچسب بدون داده های از
برچسب بدون داده های روی بر یادگیری بهبود برای استفاده مورد نیمه نظارت͡ روش های .[۶] ،[۵] ͡ پردازد م
شوند. اعمال مقاوم تری آموزش منظور به نادقیق برچسب با داده مجموعه های روی بر همچنین ͡ توانند م
بر مبتن͡ های روش و ١ (PS) برچسب شبه با ها روش ͡ کنند: م پیروی کل͡ روش دو عموماً روش ها این
از پیش کرده اند. ترکیب را رویͯرد دو این همچنین مطالعات از برخ͡ .٢ (CR) سازگارساز هزینه تابع
داشته دارد وجود نظات͡ نیمه یادگیری مساله در که فروض͡ به اجمال͡ نگاه یͬ است بهتر رویͯرد هر بررس͡

باشیم.

͡ های خروج باشند، هم به نزدیͬ بالا چͲال͡ با منطقه یͬ در x١, x٢ نقطه دو اگر همواری: فرض •

اینکه از اطمینان با طبقه بندی وظایف در فرضیه این باشند. هم به نزدیͬ باید نیز y١, y٢ آن ها
.[٧] است ͬ کننده کم دارند، مشابه͡ ͡ های خروج مشابه، ورودی های

تصمیم مرزهای هستند. کلاس یͬ از احتمالا˔ دارند قرار خوشه یͬ در که نقاط͡ خوشه بندی: فرض •

شود جلوگیری مختلف کلاس های به خوشه ها تقسیم از تا گیرند قرار پایین چͲال͡ با مناطق در باید
.[٧]

1. Pseudo-label
2. Consistency Regularization
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یͬ یافتن با امر این دارند. قرار پایین ابعاد با منیفولد یͬ روی بالا ابعاد با داده های منیفولد: فرض •

.[٧] ͡ کند م ساده را وظایف داده ها، از پایین ابعاد با نمایش

برچسب شبه با نظارت͡ نیمه های روش ٢ ‐ ٢
برای برچسب بدون داده های از آن در که بود پیشنهادی راه حل های اولین از یͯ͡ [٨] آنتروپی کمینه سازی
که کرده اند اثبات تجربی طور به [٩] در ͡ شود. م تیزتر مدل به منجر که ͡ شود، م استفاده آنتروپی کمینه سازی
͡ شود، م داده اختصاص احتمال بیشینه اساس بر برچسب بدون نمونه های برای که برچسب شبه از استفاده
نمونه های از ها شبه برچسب آن در که داده اند پیشنهاد را گراف بر مبتن͡ روش های [١٠] است. موثر
برچسب شبه از استفاده پیشنهاد [١١] ͡ شوند. م منتقل برچسب بدون نمونه های به شده برچسب گذاری
عملͯرد بهبودی به عمل در که ͡ دهد م را مدل آموزش در احتمال) برای مرز یͬ (افزودن مطمعن تر های
مدل آن در که دارد شباهت [١٣] ،[١٢] خودآموزی مفهوم به بسیار زن͡ برچسب شبه ͡ شود. م منجر مدل
استفاده آموزش فرآیند در بیشتر استفاده برای برچسب بدون داده های برچسب گذاری برای خود دانش از
آن ها با دانش آموز مدل و کند استفاده شبه برچسب تولید برای معلم‐دانش آموز٣ مدل یͬ از [١۴] ͡ کند. م
متدها، این ادامه در ͡ شود. م منتقل دانش آموز به معلم مدل دانش که است این آن نتیجه و دهد آموزش را
است گنجانده دانش آموز و معلم مدل بین سازگاری اندازه گیری برای CR در را اطمینان عدم تخمین [١۵]
مشهور متد های از دیͲر یͯ͡ این، بر علاوه ͡ شود. م آموز دانش  به معلم از دانش بهتر انتقال به منجر که
مدل بهینه سازی و پیش آموزش برای گر۴ محسابه متناقض هزینه تابع با خودنظارت͡ روش های از استفاده

.([٢١] [٢٠] [١٩] [١٨] [١٧] [١۶]) است آینده در نیمه نظارت͡ وظایف برای

سازگارساز تابع بر مبتن͡ نظارت͡ نیمه های روش ٢ ‐ ٣
تابع عنوان به مدل چندین خروج͡ واریانس از که کرد پیشنهاد [٢٢] (PEA) اجماع۵͡ شبه برچسب توافق
هزینه تابع یͬ [٢٣] شود. استفاده برچسب بدون نمونه های برای شبͯه لایه هر برای کننده تنظیم هزینه
جریمه عنوان به را خروج͡ تفاوت سپس و ورودی تصادف͡ دگرگون͡ با گذر دو که کرد پیشنهاد نظارت بدون
روی بر را CR هزینه تابع که شد، معرف͡ [٢۴] توسط Π مدل شود. کالیبره تا ͡ کند م محاسبه مدل برای
دو از تا ͡ کند م اعمال آموزش͡ نمونه هر برای زمان طول در مدل پیش بین͡ ۶(EMA) نمایی متحرک میانگین

3. Teacher-Student Model
4. Contrastive Loss
5. Pseudo-Ensemble Agreement
6. Exponential Moving Average
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وزن های نمایی متحرک میانگین [٢۵] میانگین معلم کند. ٧جلوگیری [٢٣] با مقایسه در نمونه هر برای گذر
مدل EMA وزن های از معلم مدل ͡ دهد؛ م انجام دانش آموز مدل با وزن ها گذاری اشتراک به جای به را مدل
کردن دنبال با ͡ کند. م جمع آوری دوره هر جای به مرحله هر از بعد را اطلاعات و ͡ کند م استفاده دانش آموز
بر را CR و ͡ کند م تولید برچسب بدون نمونه های محدب ترکیب با را داده ها که ،[٢۶] Mix-Up ایده
(ICT)٨ درون ترازی سازگاری ͡ کند، م اعمال نمونه هر خروج͡ محدب ترکیب و ترکیب این پیش بین͡ روی
٩(CCT) متقابل سازگاری مقابل، در ͡ کند. م استفاده قطعه بندی فرآیند برای Mix-Up ایده از [٢٧]
که کمͯ͡ رمزگشای چندین و اصل͡ رمزگشای خروج͡ بین CR اعمال با را رمزگذار که داد پیشنهاد [٢٨]
نظارت بدون افزودگ͡ کند. مقاوم تر ͡ کنند، م دریافت را رمزگذار خروج͡ شده افزوده مختلف نسخه های
͡ کند. م استفاده ورودی افزوده نسخه و اصل͡ ورودی ͡ های خروج بین CR از [٢٩] ١٠ (UDA) ها داده
لایه هر از تولیدشده ͡ های پیش بین از [٣٠] ١١ (URPC) قطعیت عدم اساس بر اصلاح شده هرم سازگاری
استفاده ͡ کند. م استفاده برچسب بدون نمونه های برای چندمقیاس͡ سازگاری هزینه تابع یͬ ارائه برای شبͯه
CR در اعمال قابل مختلف روش های برای نیز [٣٣] [٣٢] [٣١] خصمانه حملات برابر در مقاوم مدل از
تابع با خصمانه حملات با مدل خروج͡ از برچسب ها جای به که [٣۴] مانند شد، گرفته نظر در نیمه نظارت͡
ترکیبی با خصمانه هزینه تابع [٣۵] شود. مقاوم ورودی نویز برابر در مدل تا ͡ کند م استفاده خصمانه هزینه
کار به CR اعمال برای را معلم‐دانش آموز مدل های [٣۶] ͡ کند. م پیشنهاد منظور این برای را آنتروپی از
شده افزوده خروج͡ و شده افزوده ورودی روی بر معلم مدل خروج͡ بین CR روش، این در است. گرفته
جایͲزین مناطق بین CR که کرد پیشنهاد [٣٧] است. شده محاسبه اصل͡ ورودی روی بر دانش آموز مدل
را تصویر مختلف قسمت های آن ها در که شود، استفاده دانش آموز و معلم مدل برای ورودی تصاویر شده
استفاده CR هزینه تابع عنوان به دانش آموز خروج͡ برای معلم مدل خروج͡ از و ͡ کنند م جای گذاری و کپی

͡ کنند. م
سطح دگرگون͡ از استفاده با ورودی از شده دگرگون نسخه تو بین سازگار هزینه تابع از استفاده به [٣٨]

͡ کند. م توصیه سطح توابع با تر سطح͡ دگرگون͡ و پیͯسل͡
7. Mean-Teacher
8. Interpolation Consistency Training
9. Cross-Consistency Training

10. Unsupervised Data Augmentatio
11. Uncertainty Rectified Pyramid Consistency
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ترکیبی نظارت͡ نیمه های روش ۴ ‐ ٢
نظارت برای بالا اطمینان با شده ضعیف‐افزوده تصویر یͬ روی بر مدل پیش بین͡ از [٣٩] FixMatch
FixMatch از که [۴٠] UniMatch ͡ کند. م استفاده تصویر همان شده قوی‐افزوده نسخه پیش بین͡ بر
این، بر علاوه و ͡ کند م استفاده شده قوی‐افزوده تصویر دو از تصویر، یͬ جای به است، شده گرفته الهام
شبͯه رمزگذار خروج͡ به رمزگشا از قبل ویژگ͡ نقشه به نویز افزودن که ͡ کند م اعمال را ویژگ͡ اختلال یͬ
افزوده شده دیدهای از MixUp یͬ آن در که ͡ کنند م پیشنهاد را MixMatch نویسندگان ،[۴١] در است.
DivideMix در این، بر علاوه ͡ شود. م استفاده آموزش در برچسب بدون و برچسب دار نمونه دو هر
͡ کند م استفاده نویزی و تمیز گروه های به نمونه ها تقسیم برای مخلوط مدل یͬ از پیشنهادی روش ،[۴٢]
استفاده Mix-Match روش با نویزی داده های مجموعه از و کرده فیلتر تکراری به طور را تمیز داده های تا
در ͡ کنند، م مطرح را آموزش در برچسب دار داده های توازن عدم به مربوط ͡ های نگران جدید روش های کند.
کلاس های برای مختلف͡ آستانه های ،FixMatch روش برای [۴٣] است. متوازن واقع͡ توزیع که حال͡
͡ کردند، م استفاده نمونه ها همه برای ثابت آستانه یͬ از قبل͡ روش های که حال͡ در ͡ کند، م پیشنهاد مختلف
بایاس که ͡ کند م پیشنهاد [۴۴] ͡ کند. م استفاده آستانه برای ها شبه برچسب نمونه نمایی نسبت از روش این
روی بر است، تر فراوان های کلاس سمت به ها نمونه گذاری برچسب به شبͯه تمایل همان که را، شبͯه
آموزش کلاس ها متوازن دسته های روی بر اضاف͡ لایه کند، اعمال شبͯه انتهای در اضاف͡ MLP لایه یͬ
شبͯه دو ،[۴۵]١٢ (CPS) شبه ای متقابل نظارت در هستند. ثابت پارامترها سایر که حال͡ در ͡ شود م داده
مختل شده، شبͯه دو هر از حاصل سخت برچسب های تکرار، هر در ͡ شوند. م استفاده مشترک آموزش برای

͡ شوند. م استفاده دیͲری بر نظارت برای و
نگاه کدام هر ضعف و قوت کلیدی نکات و مهم های روش بین مقایسه به ͡ توانید م ٢ ‐ ١ جدول در

کنید.
12. Cross Pseudo Supervision
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پیشین کارهای در مهم های روش مقایسه :٢ ‐ ١ جدول

معایب مزایا روش دسته
فراپارامتر به حساس + محدود بهبود پذیری تعمیم + کم هزینه آنتروپی سازی کمینه برچسب شبه

دیتا به وابستگ͡ + محاسبات͡ اضاف͡ سربار پذیری تعمیم Π مدل

ساز سازگار

تصویری های داده برای تنها سادگ͡ Mix-Up

محاسبات͡ اضاف͡ سربار + داده به وابستگ͡ پذیری مقیاس + سادگ͡ ICT

بالا پیچیدگ͡ + دیتا به وابستگ͡ پذیری تعمیم CCT

داده به مخرب افزون͡ خطر بالا داده ای بهره وری UDA

هرم͡ ساختار به وابستگ͡ + پیچیدگ͡ پذیری مقیاس URPC

توزیع شیفت به وابستگ͡ مدل اطمینان افزایش ADVENT

اطمینان عدم گر تخمین به وابستگ͡ اطمینان عدم به توجه UA-MT

توزیع شیفت به وابسته بالا داده ای بهره وری CPS

ترکیبی
برچسب شبه استراتژی به وابسته سادگ͡ + پذیری مقیاس FixMatch

افزون͡ به وابستگ͡ + پیچیدگ͡ لایه ای های ویژگ͡ به توجه UniMatch

فراپارامتر به وابسته اجماع͡ مدل از استفاده MixMatch

اطمینان عدم تخمین به وابسته + پیچیدگ͡ ناتوازن͡ به وابستگ͡ عدم Adaptive Bias

پژوهش این استفاده مورد توابع و ها شبͯه بررس͡ ۵ ‐ ٢
͡ پردازیم. م قبل͡ کارهای از پژوهش این در استفاده مورد هزینه توابع و ها شبͯه بررس͡ به قسمت این در

هزینه توابع ١ ‐ ۵ ‐ ٢
͡ شود: م تعریف زیر صورت به متقاطع انتروپی هزینه تابع :Cross entropy loss

متقاطع انتروپی هزینه تابع = −
C∑

j=١
yij log(ŷij)

آن: در که

است. کلاس ها تعداد C •
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صورت. این غیر در صفر و باشد j کلاس با برابر i نمونه برچسب اگر است یͬ با برابر yij •

است. i نمونه برای مدل توسط j کلاس برای شده پیش بین͡ احتمال ŷij •

واقع͡ توزیع و مدل توسط شده پیش بین͡ احتمال توزیع بین تفاوت اندازه گیری برای هزینه تابع این
دقیق تر پیش بین͡ هزینه، تابع در لͲاریتم از استفاده با ͡ شود. م استفاده طبقه بندی مسائل در برچسب ها
پیش بین͡ احتمالات با (که بزرگ تر خطاهای و ͡ شود م تشویق صحیح) کلاس برای بالاتر احتمال (یعن͡

͡ شوند. م مجازات بیشتر هستند) همراه تر پایین
است، تصاویر بندی قطعه وظایف در شده استفاده معمول توابع از یͯ͡ تورسͯ͡ هزینه تابع :Tversky
طراح͡ کلاس ها تعادل عدم با مقابله برای تابع این سه بعدی. کاملا˶ کانولوشن͡ عمیق شبͯه های در ویژه به
صورت به تورسͯ͡ هزینه تابع ͡ کند. م تنظیم را غلط ͡ های منف و غلط مثبت های بین تعادل و است شده

͡ شود: م تعریف زیر

تورسͯ͡ هزینه تابع =
∑

i yiŷi∑
i yiŷi + α

∑
i yi(١ − ŷi) + β

∑
i(١ − yi)ŷi

آن: در که

هستند. i پیͯسل یا واکسل هر برای شده پیش بین͡ و واقع͡ برچسب های باینری مقادیر ŷi و yi •

͡ کنند. م کنترل را غلط ͡ های منف و غلط مثبت های وزن ده͡ که هستند پارامترهایی β و α •

:Dice
͡ شود: م تعریف زیر صورت به (Dice) دایس هزینه تابع

GDO هزینه تابع = ١ −
٢∑C

c=١ wc

∑N
i=١ picgic∑C

c=١ wc

(∑N
i=١ pic +

∑N
i=١ gic

)
آن: در که

است. کلاس ها تعداد C •

است. واکسل ها یا نمونه ها تعداد N •

است. i نمونه در c کلاس برای شده پیش بین͡ امتیاز یا احتمال pic •
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باشد، داشته تعلق c کلاس به i نمونه (اگر است i نمونه در c کلاس برای باینری واقع͡ برچسب gic •

.(gic = ٠ صورت این غیر در و gic = ١
هر اندازه مربع معکوس و ͡ شود م داده اختصاص کلاس هر به که است وزن͡ wc = ١

(
∑N

i=١ gic)٢ •

͡ گیرد. م نظر در را داده مجموعه در کلاس

مانند است، زیاد بسیار کلاس͡ تعادل عدم که ͡ شود م استفاده شرایط͡ در معمول طور به هزینه تابع این
͡ دهد. م پزشͯ͡. تصاویر بندی قطعه وظایف

:Focal
͡ شود: م تعریف زیر صورت به فوکال هزینه تابع

FL(pt) = −(١ − pt)
γ log(pt)

روی بر را تمرکز میزان که است پارامتری γ و است واقع͡ کلاس شده پیش بین͡ احتمال pt آن در که
͡ کند. م تنظیم دشوارتر نمونه های

موضوع این برای راه حل͡ و پرداخته اشیاء تشخیص در کلاس ها تعادل عدم مشͯل به فوکال هزینه تابع
اکثر و نیستند نظر مورد اشیاء شامل تصویر موقعیت های اکثر اشیاء، تشخیص وظایف در ͡ دهد. م ارائه
روی بر بیشتر معمولا˔ پیشین هزینه های تابع صورت این در ͡ دهد، م تشͯیل زمینه پس کلاس را تصویر

باشند. داشته را فوکال تابع عمͯرد ͡ توانند نم و دارند تمرکز (پس زمینه) غالب کلاس

پایه های شبͯه ٢ ‐ ۵ ‐ ٢
مباحث بیشتر که کنید دقت ͡ پردازیم. م روشمان پایه های شبͯه معماری از کوتاه͡ بررس͡ به بخش این در

͡ شود. م ارائه تصویری صورت به بخش این
:ResUNet

[۴۶] ResUNet ها بلاک تصویر :٢ ‐ ١ شͯل

در و مقابل های بلاک کمͬ با معماری این
با سپس ͡ شود. م ساخته دادنشان قرار هم کنار
لایه هر ارتباط ایجاد و ها آپ سمپلر از استفاده
ساخته کدگشا بخش کدگذارش متناسب لایه از

͡ شود. م
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[۴٧] تصویر یͬ برای آتروس پولینگ و کانولوشن فرایند از ای نمونه :٢ ‐ ٢ شͯل

است زیر شرح به شبͯه این .معماری :DeepLabv٣
اصل͡: شبͯه

روی بر پیش تر که است ResNet-از ١٠١ شده ای اصلاح نسخه ی اصل͡ شبͯه :ResNet-١٠١ •
͡ شود. م استفاده ͡ ها ویژگ استخراج برای و دیده آموزش ImageNet

لایه های در استاندارد کانولوشن های از برخ͡ جایͲزین آتروس کانولوشن های آتروس: کانولوشن •

دهند. گسترش فضایی وضوح کاهش بدون را گیرنده دید میدان تا ͡ شوند م ResNet-انتهایی ١٠١
است. مشاهده قابل ٢ ‐ ٢ تصویر در فرایند این از نمونه ای

رمزگشا: ماژول

دقت و وضوح و ͡ کند م تصفیه را آتروس ماژول از آمده بدست درشت تفکیͬ نقشه رمزگشا تصفیه: •

͡ بخشد. م بهبود را
اصل͡ وضوح با تا ͡ شوند م بزرگ نمایی دوخط͡ تفسیر از استفاده با ویژگ͡ نقشه های بزرگ نمایی: •

باشند. داشته مطابقت ورودی تصویر

برای کارها برخ͡ و شده جلب ها بینایی های مبدل سمت به تحقیقات توجه اخیر های سال ط͡ در
به ادامه در ما نماندند. جا پژوهش این چشم از که اند شده ترکیب جدید ترند این با تصاویر بندی قطعه
شبͯه عنوان به اصل͡ روش در که ͡ کنیم م صحبت بینایی های مبدل بر مبتن͡ روش دو از کوتاه͡ توضیح

شده اند. استفاده پایه
است. زیر شرح به معمول͡ کانولوشن در شده حاصل تغیرات :ConvUnext
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سادگ͡، برای شبͯه. این طراح͡ در Swin بینایی مبدل از برگرفته الهامات دادن نشان از نمونه :٢ ‐ ٣ شͯل
زیرا ͡ کنیم م میͲیریم نظر در ١×١ کانولوشن های عنوان به نیز را ترانسفورمر MLP بلوک های در خط͡ لایه های

.[۴٧] هستند معادل

کانولوشن عصبی شبͯه های طراح͡ تحقیق این : استاندارد کانولوشن عصبی شبͯه های طراح͡ بازبین͡ •

ادغام آن ها در را بینایی مبدل های از گرفته الهام معماری تغییر چندین و کرده بازبین͡ را استاندارد
هستند. لایه نرمال سازی و معکوس بلوک های کرنل، بزرگ اندازه های شامل تغییرات این کرده اند.

از و ͡ کند م استفاده استاندارد کانولوشن عملیات از ConvNeXt : استاندارد کانولوشن عملیات •

است شده طراح͡ گونه ای به معماری ͡ کند. م اجتناب مبدل ها در خودتوجه͡ مانند پیچیده عملیات
باشد. داشته تصویر شناسایی وظایف در بالایی عملͯرد حال عین در و باشد کارآمد و ساده که

:TransUnet
کدگذاری را تصویر اطلاعات که کدگشاست یͬ و کدگذار یͬ شامل و U-Net مشابه TransUNet

٢١



.[۴٨] TransUnet کد گشای و کدگذار معماری طراح͡ جزییات :۴ ‐ ٢ شͯل

،U-Net ساختارهای جای به که تفاوت این با برسد. بندی تقسیم یͬ تولید به تا ͡ کند م رمزگشایی و
برای ͡ کند. م استفاده کدگذار یͬ عنوان به CNN-Transformer حجیم معماری یͬ از TransUNet

͡ دهیم. م توضیح را کدگذاری فرایند مقداری ساختار بهتر درک
ورودی برای ویژگ͡ نقشه یͬ و ͡ کند م عمل ویژگ͡ استخراج کننده یͬ عنوان به CNN مرحله، اولین
͡ های ویژگ که خروج͡ ویژگ͡ نقشه کدگذار، از سطح هر در .(۴ ‐ ٢ تصویر در صورت͡ (قسمت ͡ کند م ایجاد
به نیز آپسمپل فرایند و ͡ شود. م اضافه سطح همان متناظر کدگشا مسیر به ͡ کند، م کد را بالا سطح با میان͡

͡ پذیرد. م انجام صورت همین

بندی جمع ۶ ‐ ٢
نظارت͡ نیمه یادگیری مساله کردن حل برای متعددی های روش کردیم بررس͡ بخش این در که همانطور
مشاهده ها برچسب شبه بخش در بیشتر را آنها که دارند تئوری مبنای ها حل راه این از بخش͡ شده اند. بیان
توابع بخش در که دارند عمل͡ جنبه بیشتر مساله این برای شده مطرح های حل راه از زیادی بخش کردیم.
از کردیم. بررس͡ که ͡ رسد م خوبی بسیار نتایج به نیز روش دو این ترکیب شدند. بررس͡ کننده سازگار
و عمل͡ های روش تصویری های دیتا برای که است آن کرد اضافه بخش این در ͡ توان م که مهم͡ نکات
توسعه و تعمیم قابل ها روش این ͡ رسند. م تئوری بر مبتن͡ های روش به نسبت بهتری بسیار نتایج به ترکیبی
شود. استفاده آموزش در بتوانند برچسب بدون های داده از که ͡ کنند م کمͬ و هستند بزرگ دیتاهای برای
است آن کند پژوهش زمینه این در که تحقیق این خواننده برای که کرد اضافه ͡ توان م آن به که دیͲری نکته
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زمان͡ مساله اولین اند. شده باز جدیدی های در و است شده مطرح حوزه این در جدید مساله دو اخیرا که
این و است نامتوازن توزیع این برچسب با های داده در اما دارند متوازن توزیع واقعیت در ها داده که است
آنها به برچسب با های داده در موجود بایاس برچسب بدون های داده از استفاده زمان که ͡ شود م سبب
است این بیانگیر که است Confirmation Bias مساله دوم مساله نشود. یادگرفته اصل͡ توزیع و یابد انتقال
آموزش فرایند باق͡ بر مرحله این در موجود بایاس و است مهم بسیار ͡ گیرد م یاد مدل که اولیه توزیع که
توجه توزیع توازن عدم به که هایی روش از یͯ͡ به نگاه͡ نیم پژوهش این که کنید دقت دارد. بسزایی تاثیر

است. مشاهده قابل شبیه سازی بخش در آن نتایج و دارد ͡ کند م
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٣ فصل

پیشنهادی روش
و کنیم م͡ مند قاعده ریاض͡ های ابزار با را مساله ابتدا ͡ پردازیم. م خودمان روش شرح به بخش این در
لوله خط  یͬ شامل اول بخش ͡ دهیم. م توضیح تفصیل به را است بخش دو شامل که ما روش سپس
اطمینان نقشه یͬ و شده تولید برچسب یͬ خروج͡ در و گرفته را ها عکس و ها گزارش ورودی که است
انطباق چͲونگ͡ شرح به سپس ͡ کنید. م مشاهده ٣ ‐ ٣ شͯل در آنرا و ماست روش اصل͡ جریان که ͡ دهد م

͡ پردازیم. م دوم قسمت خروج͡ دو این بر نظارت͡ نیمه های روش

مساله سازی قاعده ٣ ‐ ١
و ورودی تصاویر جفت از استفاده با را ماموگراف͡ تصویر در دیده جراحت ناحیه که داریم درنظر ما
کنیم. قطعه بندی فراوان، برچسب بدون تصاویر از بهره گیری با و شده) قطعه بندی (تصاویر برچسب ها
و ورودی تصاویر جفت ith عنوان به (xi

l, y
i
l) ͡ کنیم. م فرموله زیر صورت به را مسئله منظور این برای

هزینه تابع یͬ که هزینه تابع زیر فرمول ͡ شود. م گرفته نظر در برچسب دار داده های از حقیق͡ برچسب
͡ دهد. م ارائه را است مرسوم

Ll =
١
N

N∑
i=١

ℓl
(
fx(h(x

i
l; θ)), fy(y

i
l)
) (٣ ‐ ١)
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بدون داده های برای ورودی داده های جفت ith عنوان به (xi
u, y

i
u) ͡ پردازیم. م نیمه نظارت͡ روش به اکنون،

است: زیر صورت به هدف تابع ͡ شود. م گرفته نظر در ها داده آن های شبه برچسب و برچسب

Lu =
١
M

M∑
i=١

ℓu
(
fx(h(x

i
u; θ)

)
, fy(ŷiu)) (٣ ‐ ٢)

بود: خواهد زیر صورت به داده مجموعه دو هر برای نهایی هدف تابع اکنون،

Ltotal = Ll + λuLu (٣ ‐ ٣)

هزینه تابع اهمیت که است فراپارامتر١ یͬ λu و شود استخراج مختلف͡ روش های از ͡ تواند م ŷiu آن در که
برچسب های بین اختلاف که ،Ll برچسب دار، دادهای هزینه تابع ͡ دهد. م نشان را برچسب بدون داده های
محاسبه نظارت͡ یادگیری ͬ های تکنی از استفاده با ͡ کند، م اندازه گیری را واقع͡ برچسب های و شده پیش بین͡
داده های در موجود اطلاعات از دارد تلاش ،Lu برچسب، بدون های داده هزینه تابع که حال͡ در ͡ شود. م
هستند، یͯسان͡ توابع موارد اکثر در fy و fx کند. بهره برداری مدل عملͯرد بهبود برای برچسب بدون
که آموزش͡ روش به بسته این و باشند، قبل͡ لایه های از متعددی ͡ های خروج ͡ توانند م اوقات گاه͡ اما
در همان͡ توابع fy و fx دو هر ͡ کنیم م فرض پس این از سادگ͡ برای باشد. متفاوت ͡ تواند م ͡ کنید م اعمال

هستند. ما ریاض͡ فرمول بندی

داده پیش پردازش ٣ ‐ ٢
طریقه سپس و آن اجزای معرف͡ با ابتدا ادامه در که است پژوهش این ابدایی خط لوله از جزوی مرحله این

͡ کنیم. م تشریح آنرا فرایند اجرای
:٢(AF) برچسب زن تابع

استفاده خود آموزش͡ فرآیند نیاز مورد نیمه نظارت͡ برچسب های تولید برای اجماع͡ مدل یͬ از ما
در را [۵٠] Inception ماژول های کدام هر که است [۴٩] UNet شبͯه سه شامل مدل این کردیم.
یͬ شبͯه هر به ما ͡ دهد. م نشان را مذکور شبͯه کل͡ ساختار ٣ ‐ ١ شͯل دارند. خود کدگذار لایه های
. ۴٠٩۶ وضوح با دیͲری و ،٢٠۴٨ وضوح با دیͲری ،١٠٢۴ وضوح با یͯ͡ ͡ دهیم؛ م متفاوت ورودی اندازه
از سپس کنیم. استفاده تصاویر جزئ͡ ͡ های ویژگ و بزرگ مقیاس ͡ های ویژگ از تا ͡ کند م کمͬ ما به این

͡ کنیم. م استفاده خود مدل قطعه بندی نهایی خروج͡ تولید برای سختگیرانه رأی گیری
1. Hyper-parameter
2. Annotator Function
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راست). (سمت آپ سمپلر بلوک و چپ) (سمت Inception ماژول های با UNet مدل معماری :٣ ‐ ١ شͯل

استفاده شبͯه هر در کدگشا لایه های شده٣ درون یابی ͡ های خروج روی [۵١] فوکال هزینه تابع از ما
صورت به که ͡ کنیم م استفاده خود نهایی هزینه تابع  عنوان به را هزینه توابع این مجموع سپس و ͡ کنیم م

͡ شود: م تعریف زیر

L =
N∑
i=١

−(١ − pdi)
γ log(pdi) (۴ ‐ ٣)

است. شبͯه در کدکشا لایه های تعداد N و ام i کدگشا لایه ۴ شده درونیابی احتمالات͡ نقشه pdi آن در که
استفاده ماموگراف͡ تصاویر در کلاس تعداد توازن عدم با مقابله برای فوکال هزینه تابع از خاص طور به ما

کردیم.
͡ های ویژگ و دیدگاه ها ترکیب و بهره برداری مرحله، این در اجماع͡ مدل از استفاده برای ما اصل͡ انگیزه
عنوان به تصویر دیدگاه یͬ با تک͡ شبͯه یͬ آموزش است. برچسب ها تولید برای ورودی تصاویر مختلف
اجماع͡ مدل آموزش از پس ͡ دارد. م باز سینه بافت در پیچیده الͲوهای به دست یابی از را ما ورودی،
برچسب های تولید برای خود مدل از استفاده با ͡ توانیم م برچسب دار، کاملا˶ داده مجموعه یͬ روی بر خود

کنیم. آماده نیمه نظارت͡ آموزش برای را خود داده مجموعه برچسب، بدون تصاویر برای نیمه نظارت͡
۵(DCM) غیرتصادف͡ اطمینان نقشه

باشد، برابر شده گزارش آسیب های تعداد با اجماع͡ مدل توسط شده پیش بین͡ جراحات تعداد که زمان͡
باشد، شده گزارش جراحات تعداد از کمتر مدل ͡ های پیش بین تعداد که زمان͡ ͡ کنیم. م اعتماد مدل به ما
در پس زمینه عنوان به هم را بقیه ͡ گیریم؛ م نظر در واقع͡ جراحات برای به را جراحات این صورت آن در

3. Interpolated outputs
4. Interpolated Probability Map
5. Deterministic Confidence Map
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ماسͬ سپس و ͡ شود م تغذیه فرد به منحصر ورودی اندازه یͬ با شبͯه هر اجماع͡: مدل معماری :٣ ‐ ٢ شͯل
͡ شود. م تولید سختگیرانه رأی گیری از استفاده با نهایی

یͬ حداقل ͡ دانیم م زیرا ͡ دانیم م غیرقطع͡ را پزشͬ توسط شده گزارش جراحات باق͡ اما ͡ گیریم، م نظر
تعداد و باشد برعکس وضعیت وقت͡ کجاست. ͡ دانیم نم اما دارد، وجود جراحات بقیه در دیͲر جراحت
پس زمینه عنوان به را ناحیه بقیه باشد، شده گزارش جراحات از بیشتر مدل توسط شده پیش بین͡ جراحات
͡ دانیم م زیرا ͡ گیریم م نظر در اعتماد قابل غیر مناطق عنوان به را جراحات حال، این با ͡ گیریم. م نظر در
و GT و ͡ کنیم م ادغام نواح͡ تمام͡ برای را DCM و GT تمام͡ نیست. جراحات آن ها از یͯ͡ حداقل
مدل توسط شده پیش بین͡ مناطق دور بیض͡ یͬ ما که باشید داشته توجه ͡ کنیم. م ایجاد را نهایی DCM

انتقال فرآیند این در است ممͯن دهیم. نمایش تصویر در پیوسته ش͡ء یͬ عنوان به را آن تا ͡ کنیم م رسم
گزارش هاست. اطلاعات از استفاده برای روش بهترین این اما باشد، داشته وجود خطا

استفاده برچسب زن تابع هر توسط شده تولید برچسب های اطمینان بهبود برای پزشͯان گزارش های از ما
پارسر شامل فرآیند این از مرحله اولین است. شده داده نشان ٣ ‐ ٣ شͯل در لوله خط در آن مͯان که ͡ کنیم م
پارسر خروج͡ از ما ͡ برد. م بهره پزشͯان گزارش های و AF توسط شده تولید برچسب های از که است ما
خروج͡ دو سپس ͡ کنیم. م استفاده AF پیͯسل برچسب پیش بین͡ از اطمینان مورد در تصمیم گیری برای
DCM هدف ͡ کنیم. م تولید (DCM) غیرتصادف͡ اطمینان نقشه و ۶(GT) حقیق͡ برچسب متمایز،
استفاده غیرتصادف͡ اصطلاحات از ما کنیم. اعتماد AF خروج͡ به باید که است پیͯسل هایی شناسایی
در بخش این در را فرآیند ͡ توانید م است. یͬ تنها بردار پیͯسل هر برای ما الͲوریتم خروج͡ زیرا ͡ کنیم م

کنید. مشاهده ٣ ‐ ٣ شͯل
مواجه ماکرو، جراحات و میͯرو جراحات تصویر، نوع دو با ماموگراف͡، تصاویر در که است ذکر شایان
توانایی محاسبات͡، هزینه نظر از زیرا ͡ کنیم م تمرکز ماکرو نوع روی بر فقط ما مطالعه، این در ͡ شویم. م

6. Ground Truth
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سپس ͡ کند. م فراهم پارسر برای را خام ͡ های پیش بین اجماع͡ مدل DCM. و GT تولید کل͡ رویه :٣ ‐ ٣ شͯل
͡ کند. م تولید را DCM و GT گزارش ها، و ͡ ها پیش بین از استفاده با پارسر

نیازمند ماکرو نوع است. برخوردار ویژه ای اهمیت از پایین تر وضوح با ͬ تر سب شبͯه های در تصاویر آموزش
وضوح با تصاویر از ͡ دهد م امͯان ما به که باشد درک قابل تا است تصویر از وسیع تری نواح͡ دریافت
۵١٢ اندازه به تصویر هر دارد. بالا وضوح با تحلیل به نیاز میͯرو نوع دیͲر، طرف از کنیم. استفاده پایین تر

͡ شود. م تغذیه شبͯه به سپس و شده حفظ اصل͡ ارتفاع/عرض نسبت ͡ شود، م داده اندازه تغییر ۵١٢ ×

نظارت͡ نیمه یادگیری ٣ ‐ ٣
͡ توانیم م گزارش، در موجود اطلاعات از استفاده با که است فهم قابل شهودی صورت به امر این اکنون
بدون یا برچسب دار داده های عنوان به ͡ تواند نم شد، توصیف ٣ ‐ ١ بخش در که نمونه ای هر که بͲوییم
به ͡ دهد م نشان که است DCM نام به نقشه ای دارای تصویر هر اکنون زیرا شود گرفته نظر در برچسب
تصویر هر ما دیͲر، عبارت به نداریم. اعتماد پیͯسل برچسب کدام به و داریم اعتماد پیͯسل برچسب کدام
آنهایی برچسب بدون پیͯسل های ͡ کنیم. م تقسیم برچسب بدون پیͯسل های و برچسب دار پیͯسل های به را
نیمه مسئله در را آن و کرده استفاده تنظیم این از ͡ توانیم م نداریم. اعتماد برچسب هایشان به که هستند
خود به کمͬ برای مدل دانش از و شویم بهره مند اعتماد غیرقابل پیͯسل های از تا بͲیریم کار به نظارت͡
به ما کل͡ هزینه تابع اکنون شود. سازگار ما مسئله با تا دهیم تغییر را نمادگذاری باید اکنون کنیم. استفاده
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بود. خواهد زیر صورت
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Ltotal = Ll + λuLu (٣ ‐ ٧)

است داده بسته اندازه T اکنون که باشید داشته توجه فقط هستند ٣ ‐ ٣ معادله مانند فرض ها همه که
در که زن برچسب تابع یͬ تاسیس اول است. مرحله سه دارای ما روش چارچوب٧ ساختار اکنون است.
همراه به نهایی هزینه تابع از استفاده سوم و DCM تولید دوم بود، اجماع͡ تابع یͬ تابع این ما پژوهش
مورد تفصیل به پیشین کارهای بخش در که ͡ شوند م اعمال نظارت͡ یادگیری در که مختلف͡ های روش

گرفت. قرار بحث
گرفتن نادیده وضوح به همه، از اول دارد. وجود DCM از استفاده برای دلیل دو که ͡ کنیم م ادعا ما
ماشین یادگیری وظایف در مهم دارایی یͬ داده ها زیرا نیست ایده آل͡ تصمیم پیͯسل͡ داده های از برخ͡
پیͯسل سطح در اطلاعات از ͡ توانیم م که هستیم مواجه پیچیده تر مسئله یͬ با ما اینکه دوم هستند.
فرضیات از برخ͡ وضعیت، این در زیرا ͡ کند م تبدیل دشوارتر مسئله یͬ به را ما مسئله این کنیم؛ استفاده
داشته توجه که است مهم هستند. ضعیف تر ،[٧] [۵٢] ٨ خوشه بندی فرضیه نظارت͡، نیمه روش درباره
حال، این با ͡ شوند. نم برآورده کامل طور به معمول نظارت͡ نیمه های روش در گاه هیچ فرضیات این باشیم
بدون داده های تا ͡ کند م کمͬ ما به DCM از استفاده بنابراین، هستند. ضعیف تر ساختار این در آنها
افزایش را خوشه بندی فرضیه شدن برآورده احتمال امر این که کنیم، جدا بهتر را برچسب دار و برچسب

͡ دهد. م

بندی جمع ۴ ‐ ٣
موجود اطلاعات پیͯسل سطح در که ͡ کند م کمͬ که ، DCM بخش این در شده معرف͡ ابزار توسعه با
ط͡ در که دست یابیم خط لوله و روش یͬ به توانستیم دهیم انتقال مدل به را برچسب بدون های داده در
های پیͯسل کدامین که ͡ دهد م نشان دیͲری و برچسب آنها از یͯ͡ که ͡ شود م تولید ماسͬ دو فرایند این

7. Framework Setup
8. Cluster Assumption
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برچسب بدون و بابرچسب بخش هزینه تابع معرف͡ با انتها در هستند. اعتماد قابل شده گذاری برچسب
داریم اختیار در بدون برچسب و بابرچسب های داده کمͬ با را مدل یͬ آموزش برای نیاز مورد های مولفه

͡ کنیم. م استفاده هایمان سازی شبیه اجزای در آنها از بعدی بخش در و
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۴ فصل

تجربی نتایج

ارزیابی معیار های و دیتاست ١ ‐ ۴
مدل تقسیم بندی خروج͡ از خاص، طور به گرفتیم. کار به را ضبط١ نرخ مدل، هر عملͯرد ارزیابی برای
بیض͡ هر و کردیم رسم شده تقسیم بندی پیوسته مناطق از گروه هر اطراف در بیض͡ یͬ و کرده استفاده
اشتراک معیار از ش͡ء، یͬ ضبط در موفقیت گزارش برای گرفتیم. نظر در مستقل ش͡ء یͬ عنوان به را
و بود GT از کوچͯتر مدل بیض͡ که مواردی برای ٠ . ۵ از بیش IoU اگر کردیم. استفاده ٢ (IoU) سطوح
موفقیت آمیز ضبط یͬ که شد گرفته نظر در بود، GT از بزرگتر مدل بیض͡ که مواردی برای ٧ . ٠۵ از بیش

میͲیریم. نظر در را داشتند ٢ از کمتر کاذب٣ مثبت خطای که را نتایج͡ فقط ما این، بر علاوه است.
خمین͡ امام بیمارستان مجموعه از شدند، استفاده نظارت͡ نیمه آموزش بخش در که ما اصل͡ داده های
مجموعه این شدند. ارائه تجربه با رادیولوژیست شش توسط ͡ ها ماموگراف گزارش های و شده جمع آوری
به را اعتبارسنج͡ مجموعه ما ͡ باشد. م اعتبارسنج͡ تصاویر ۵٠٠ و آموزش͡ تصاویر ۴۵،٩٩۴ شامل داده
کنیم. تضمین را جراحات انواع در تنوع و شده تولید برچسب های صحت تا کردیم انتخاب دست͡ صورت
تصاویر رزولوشن محاسبات͡، هزینه های کاهش برای اما بود، ۴٠٩۶×۴٠٩۶ ͡ ها ماموگراف اصل͡ رزولوشن

دادیم. کاهش ۵١٢ × ۵١٢ به را
تصویر ٢١٢١ شامل شد، استفاده اجماع͡ مدل آموزش برای که CBIS-DDSM داده مجموعه
تقسیم بندی از را کلسیم دار توده های ما که است ذکر به است.لازم اعتبارسنج͡ تصویر ٢۶٧ و آموزش͡

کردیم. حذف
1. Capture Rate
2. Intersection over Union
3. False Positive Rate

٣١



مختلف هزینه توابع با ResUNet Light عملͯرد :١ ‐ ۴ جدول

منف͡ حساسیت کاذب مثبت نرخ ضبط نرخ زیان
٨٧ . ٩٩ ٣٠ . ٠ ٠٣ . ٧ CE

٠٠ . ١٠٠ ٠٠ . ٠ ٠٠ . ٠ [۵۵] Tversky
٠٠ . ١٠٠ ٠٠ . ٠ ٠٠ . ٠ [۵۶] Dice
٩٧ . ۵٠ ١ . ۶٢ ۵٩١ . ٣ [۵١] Focal-۴ 

سازی شبیه نتایج و پیاده سازی جزییات ٢ ‐ ۴
RTX Quadro مدل GPU از استفاده و [۵٣] ١ . ١٣ . ١ PyTorch فریمورک از مدل ها اجرای برای
اپسیلون͡ کاهش و ٠٠٠١ . ٠ یادگیری نرخ با [۵۴] ADAM بهینه ساز با آموزش فرآیند ͡ بریم. م بهره ٨٠٠٠
تنظیمات این بود. دسته هر در تکرار ٢٠٠ و ٣٢ دسته اندازه شامل آموزش͡ فرآیند هر شد. بهینه سازی ٩٩ . ٠

. است یͯسان نیز بعدی آزمایش های تمام͡ برای

هزینه تابع بهترین کردن پیدا ٢ ‐ ١ ‐ ۴
ResUNet سبͬ معماری از استفاده با ما پرداختیم. هزینه تابع مناسب ترین تحلیل به پژوهش، شروع برای
آزمایش خود آموزش͡ فرآیند برای مناسب هزینه تابع تعیین برای عمق͡، رمزگشای و رمزگذار سه شامل
١ ‐ ۴ جدول در نتایج و شد داده آموزش مطمئن پیͯسل های روی بر فقط دوره ۵٠ مدت به شبͯه کردیم.
به را (٧ . ٠ با برابر آلفا و ۴ با برابر گاما (با فوکال هزینه تابع یافته ها، این اساس بر است. شده خلاصه
توازن عدم دلیل به انتخاب این کردیم. انتخاب بعدی آموزش͡ تکرارهای برای هزینه تابع مؤثرترین عنوان

بود. پیͯسل ها کلاس تعداد در

پایه شبͯه بهترین کردن پیدا ٢ ‐ ٢ ‐ ۴
اعتماد مورد پیͯسل های روی بر فقط را پایه مدل پنج وظیفه، این برای پایه مدل مناسب ترین تعیین برای ما
است. آمده ٢ ‐ ۴ جدول در ارزیابی این نتایج کردیم. مقایسه دوره ٢٠٠ برای را آن ها عملͯرد و داده آموزش
[۴۶] ResUNet مدل دیده اند، آموزش اعتماد مورد پیͯسل های روی بر فقط که پایه ای مدل پنج میان از
پیش͡ پایه مدل های سایر از مدل این که ببینید ͡ توانید م شما شد. انتخاب رمزگشا و رمزگذار سه تنها با

است. گرفته
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روی بر فقط پایه ها ما. داده مجموعه در پایه ارزیابی برای شبͯه مختلف معماری های بین مقایسه :٢ ‐ ۴ جدول
دیده اند. آموزش شده تولید ͬ های ماس از اطمینان مورد مناطق

منف۴͡ حساسیت کاذب مثبت نرخ ضبط نرخ پایه شبͯه
٠٢ . ٩٨ ٨٩ . ١ ۵۶ . ٢۵ [۴۶] ResUNet
٩۴ . ٢٠ ٢١ . ١ ٣۵ . ١۶ [۴٨] TransUNet
٣٩ . ٩٨ ١ . ۵٩ ۵٠٠ . ٠ [۴٧] DeepLabv٣
٢ . ٩٨۴ ١ . ۴۶ ۴٢٢ . ٩ [۵٧] ConvUnext

ما. داده مجموعه در نظارت͡ نیمه روش های بین مقایسه :٣ ‐ ۴ جدول

منف͡ حساسیت کاذب مثبت نرخ ضبط نرخ روش
٩٨ . ۶٣ ٧٩ . ١ ۵۵ . ۴٧ [٢٧] ICT
٩٧ . ۵٠ ٩٢ . ١ ۶١ . ٠۶ [٣٠] URPC
٩٨ . ۴٣ ٧ . ١۴ ۴٨ . ۴۴ [۴۵] CPS
٩٧ . ٩٨ ١ . ۶۵ ۵۶ . ٢۵ [١۵] UA-MT
٢٧ . ٩٨ ١ . ۶۵ ۴٢٢ . ٩ [٣٩] FixMatch
٩٨ . ۴۴ ١ . ۶٣ ۵٠٠ . ٠ [۴٠] UniMatch
٢١ . ٩٨ ١ . ۶۵ ۵٠٣ . ٧ [٣۵] ADVENT(MinEnt)
١٠ . ٩٨ ٩ . ١۶ ۴٢١ . ٩ [۴۴] Bias Adaptive

نظارت͡ نیمه های روش انطباق ٢ ‐ ٣ ‐ ۴
خود آموزش͡ فرآیند بر (SSL) نظارت͡ نیمه یادگیری روش های تأثیر بررس͡ به شده، مشخص پایه مدل با
کمͬ بهتر نتایج به و ͡ بخشد م بهبود را عملͯرد SSL تکنیͬ کدام که بود این بررس͡ ما هدف پرداختیم.
درباره عمیق تری بینش های که داریم انتظار خود، آموزش͡ لوله خط در SSL روش های ادغام با ͡ کند. م
SSL ͬ های تکنی این کنیم. کسب نشده برچسب گذاری داده های از مؤثر استفاده در آن توانایی و مدل رفتار
نشده برچسب گذاری داده های از که دهند اجازه مدل به و بخشیده بهبود را مدل تعمیم قابلیت های ͡ توانند م

ببینید. ٣ ‐ ۴ جدول در ͡ توانید م را نتایج بͲیرد. یاد ͡ دارتری معن صورت به
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بر مدل ما. داده مجموعه و CBIS-DDSM داده مجموعه دو هر روی بر ResUNet عملͯرد :۴ ‐ ۴ جدول
ما داده مجموعه روی بر سپس و دیده آموزش شده نظارت چارچوب یͬ در CBIS-DDSM داده مجموعه روی

است. شده ارزیابی

منف͡ حساسیت کاذب مثبت نرخ ضبط نرخ داده مجموعه
٩٩ . ۵١ ۴ . ٠١ ۶٠ . ١۶ CBIS-DDSM
٩٨ . ۴١ ٨٧ . ٢ ۶ . ٢۶ پژوهش این های داده

ساده آموزش با مقایسه ٣ ‐ ۴
پیش از مدل یͬ بر اتکا تأثیرات بررس͡ به ما نظارت͡، نیمه آموزش ضرورت و اثربخش͡ دادن نشان برای
آن پتانسیل ارزیابی ما هدف پرداختیم. انتقال͡ یادگیری زمینه در دیͲر داده مجموعه یͬ از آموزش دیده
طریق از که بود عملͯردی با آن مقایسه و خود اصل͡ داده مجموعه روی بر خوب عملͯرد به دستیابی برای
به ما این، بر علاوه ͡ شود. م اعمال خودش به مدل دانش که جایی ͡ آید، م دست به SSL ͬ های تکنی
تبدیل (DCM) غیراحتمال͡ اطمینان نقشه های به که پزشͯان گزارش های از حاصل اطلاعات از استفاده
۴ ‐ ۴ جدول در که ما، مطالعه نتایج بخشیم. بهبود را آن کل͡ عملͯرد و مدل درک تا پرداختیم بودند، شده
یͬ از آموزش دیده پیش از مدل یͬ از انحصاری استفاده که ͡ دهد م ارائه را شواهدی است، شده ارائه
امر این ͡ آورد. نم دست به ما هدف داده مجموعه روی بر را رضایت بخش͡ عملͯرد دیͲر، داده مجموعه
͡ دهد. م خودش به را مدل شده کسب دانش از استفاده امͯان که ͡ کند م تأکید SSL آموزش ضرورت بر
به دستیابی برای پزشͯان گزارش های از شده تبدیل DCM در موجود اطلاعات از استفاده این، بر علاوه
DCM از استفاده و SSL آموزش ضرورت بر ما یافته های بنابراین، است. حیات͡ برتر عملͯرد و بهتر درک
͡ کند. م تأکید ما اصل͡ داده مجموعه در عملͯرد بهبود و انتقال͡ یادگیری پتانسیل رساندن حداکثر به برای

بندی جمع  ۴ ‐ ۴
های ۴ ‐ ٢مدل جدول مطابق آنکه اول پرداخت. خواهیم هایمان سازی شبیه از آمده بدست نتایج به انتها در
داده در موجود خطا و نویز وجود بدلیل که است برآن ما اعتقاد . ͡ شود نم بهتر نتایج به منجر پایه سنگین تر
که کنید دقت البته .(Overfit) ͡ شود م حساس ها نویز آن به پذیریشان تعمیم توانایی سنگین های مدل ها
منظم ساز یͬ ͡ تواند م سنگین بسیار های مدل در نویز که است شده اثبات نظری طور به اخیر های سال در
نیازمند سازی منظم چنین برای نیاز مورد سنگین͡ به مدل یͬ سازی شبیه اجرای برای اما باشد عال͡ بسیار
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بیشتر مطالعه برای نداشتند. اختیار در تحقیق این پژوهشͲران متاسفانه که داریم فوق العاده محاسبات͡ توان
روش از استفاده که نمود مشاهده ͡ توان م ٣ ‐ ۴ جدول به توجه با ادامه در کنید. مراجعه [۵٨] به ͡ توانید م
داده با URPC روش انتطباق و DCM از استفاده ͡ شود. م درصدی ۴ بهبود به منجر URPC نظارت͡ نیمه
بهبود به تا کرد کمͬ و کرد فراهم را برچسب بدون های داده در موجود دانش از استفاده فرصت ما های

برسیم. درصدی ۴
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۵ فصل

آت͡ کارهای و جمع بندی

جمع بندی ١ ‐ ۵
استفاده که اند آن بیانگر شدند داده نشان ۴ ‐ ۴ و ٣ ‐ ۴ جداول که های سازی شبیه و ها مدل سازی نتایج
غیر اطمینان نقشه یͬ قالب در اند، متن و نیستند عکس اینکه رغم به ها، رادیولوژیست های گزارش از
تغیر اندک͡ با را نظارت͡ نیمه های روش بتوانیم که ͡ دهد م را امͯان این ما به پیͯسل سطج در احتمال͡
از دانش انتقال امͯان و دسترس در برچسب بدون زیاد دادگان حجم از استفاده آن ارمغان که کنیم استفاده
نسبت پزشͯان به کمͬ برای مدل کل͡ عمͯرد بهبود آن نتیجه که است آموزش حال در مدل به ها گزارش

است: زیر شرح به خلاصه طور به گرفت قرار تحقیق این پایان این پایان در آنچه است. قبل نتایج به

نظرات͡ نیمه یادگیری با ها داده انتطباق و پزشͯان گزارش از استفاده برای جدید خط لوله یͬ ارائه •

درصدی ۴ بهبود به رسیدن و پیͯسل سطح در آنها استفاده برای نظارت͡ نیمه های روش انتباط •

آنها. از استفاده عدم حالت در (٣ ‐ ۴ (جدول

آت͡ کارهای ٢ ‐ ۵
در Confirmation Bias یا اعتراف͡ بایاس مبحث است گرفته قرار توجه مورد اخیرا که مسائل͡ از یͯ͡
هایی جهت از یͯ͡ بنابراین داد. کاهش را پس زمینه اثر آن کمͬ با ͡ توان م که است نظرات͡ نیمه یادگیری
پیͯسل های کلاس نامتوازن توزیع از حاصل بایاس گرفتن نظر در جهت در داد ادامه را کار این ͡ توان م که

است. آموزش فرایند در است ها
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را غدد نوع بتوان آن در که است کلاسه چند به قطعه بندی مقیاس تعمیم پیش رو راه های از دیͲر یͯ͡
Conformal ایده افزودن ͡ رسد م بنظر جذاب بسیار بنظر که هایی راهͯاری از یͯ͡ سپس کرد مشخص نیز
است. کرده جذب خود به را بسیاری توجه پزشͯ͡ حوزه در اخیرا که است پیش بین͡ فرایند به Prediction

کرد. خنث͡ خوبی حد تا نیز را اجماع͡ مدل بخش از وارده خطای و نویز اثر ͡ توان م کار این با
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Abstract

Deep neural networks have made significant advancements in various fields, espe-

cially in medicine. Due to their high speed, error resistance, and ability to operate

continuously without fatigue, these networks have become valuable tools for assisting

physicians. One of the most challenging tasks in medical sciences is the interpretation

of mammography images.

The 2D nature of the images, the high diversity of breast tissue, the similarity of

lesion tissue to some normal breast tissues, and the difficulty of distinguishing lesion

tissue from surrounding tissues are major challenges. Training AI models for this task

requires abundant and diverse data with detailed annotations, which is costly and

time-consuming. Numerous specialists are needed to interpret mammography images

for model training, making it nearly impossible due to the data volume.

In this project, we explore whether integrating information from large unlabeled

datasets with small labeled datasets can improve model performance. We introduce

a pipeline for automatically interpreting unlabeled data and using these data with

semi-supervised learning methods to detect lesion areas in mammography images. We

show that combining pipeline interpretations with a novel pixel-wise approach results

in an approximately 4% improvement over the baseline. This project also reviews the

adaptation of prominent models from previous studies to our novel method.

Keywords: Semi-Supervised Learning, Image Processing, Mammography Image Pro-

cessing, Image Segmentation, Medical Image Processing
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